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1. Problema 1: Integracion de Monte Carlo

1.1. Introduccién

Esta seccion de la tarea pretende calcular el volumen formado por el interior de un tubo en T
("pipe tee") de dimensiones como en la Figura 1, utilizando un algoritmo de integracién de Monte
Carlo de primera forma, es decir, con una distribucién uniforme.

Figura 1: Tubo en T de dimensiones indicadas. Su volumen consta de dos cilindros perpendiculares,
donde el cilindro corto "sale"desde la mitad del grande

La integracion de Monte Carlo estima que para un nimero N grande de puntos n-dimensionales
aleatorios uniformes distribuidos en un espacio, se puede estimar el valor de un volumen especifico
f, o una integral, tal que
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Donde (f) = %Zfil f(x;) es la media aritmética de f y (f?) = %221\41 f?(x;) la media de

f2. Asi, el primer término es el volumen estimado, y el segundo una medida de la incertidumbre
asociada.

Ademéds, se estimé el volumen de la figura para distintas cantidades de puntos, y se estimé la
incertidumbre asociada a la medicién iterando el calculo de 100 voltimenes por cada n y calculando
su desviacién estdndar. Por ultimo, se estudié numéricamente la tendencia de la incertidumbre al
aumentar el nimero de puntos aleatorios evaluados por cada volumen.



1.2. Desarrollo

Primero, se encerré la Figura 1 en una caja de V = 4-6-2 cm?. Se escogié como origen del
eje de coordenadas el punto central del cilindro largo, y se establecié & en la direccién del cilindro
pequeno, hacia abajo, § hacia la derecha y paralelo al cilindro grande, y Z hacia arriba. Con esto,
se cred una funcién de Python que evaliia un punto (x,y, z) y retorna un bool si el punto pertenece
a la figura o no, equivalente a f(x;) de la ecuacién 1, tal que

def is_in_pipe(x, y, 2z):
tubo_largo = abs(y) <= 3 and x*x2 + zx%x2 <= 1
tubo_corto = 0 <= x <= 3 and y**2 + z*x2 <=1
return tubo_largo or tubo_ corto

Luego, se creé una distribucién aleatoria uniforme de n = 1 - 10° puntos en V utilizando la
funcién uniform del médulo numpy . random. Esta funcién utiliza un generador de niimeros pseudo-
aleatorios para simular las propiedades de los niimeros aleatorios, pero mantener la consistencia al
entregar la misma serie de niimeros cada vez que se compile el codigo.

Tras esto, se evaluaron los puntos en is_in_pipe, que entregd un array de unos o ceros. Cabe
destacar la utilizacién del médulo numba y la funcién njit como decorador de algunas funciones del
cddigo, que permitio acortar el tiempo de compilacién y asi escoger un n 6rdenes de magnitud mayor
que lo posible en un tiempo razonable. El médulo numba traduce una funcién que utilice arrays de
NumPy y loops for a lenguaje de maquina, lo que reduce hasta 100 veces los tiempos de compilacién.

Los resultados obtenidos para n = 10° fueron

Vjig = 25.603 + 0.077 (2)

Esta incertidumbre, si bien es relativamente grande, es de esperar para los algoritmos de inte-
gracion de Monte Carlo. Finalmente, se iterd el calculo del volumen 100 veces por cada nimero
de puntos n, y se calculé su media V,, y desviacién estdndar o,. Ademads, se realizé el proceso
con multiples valores de n menores que 10°, con tal de visualizar la tendencia de la incertidumbre
asociada. Para cada calculo de un volumen se utilizé una serie aleatoria distinta.

Se puede notar que las desviaciones de la Figura 2 se comportan o 1/y/n. Esto fue realizado
sin determinar la incertidumbre de la ecuacién 1, por lo que se demuestra que el comportamiento
de la incertidumbre es equivalente a la desviacion estandar de un conjunto de volimenes para un
n. Ademsds, se graficé el valor de los volimenes promedio para cada n.

La Figura 3 muestra la convergencia de los volimenes hacia el valor real del tubo en T. Cabe
destacar que la desviacién estandar es grande para n pequenos, sin embargo, como el volumen esti-
mado se obtiene promediando 100 datos, la separacion de los datos pierde importancia y se puede
aproximar bien el volumen real para n pequenos.
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Figura 2: Desviacién estandar de 100 voliimenes calculados con n puntos y funcién de muestra.
Las funciones no convergen necesariamente al mismo limite, sin embargo, se visualiza el orden de
decrecimiento del error.
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Figura 3: Volumenes promedio para cada n. Ademads, se incluye el error asociado de muestra de la
Figura 2 para visualizar la desviacién de los volimenes. Se utilizé Viy = Vy;, como punto central.

1.3. Discusion y Conclusiones

Se obtuvo que la desviaciéon estandar de un grupo de volimenes calculados con n puntos se
comporta proporcional a 1/4/n, lo que es equivalente a la férmula de 1. Esto es idéntico a concluir
que o, converge a un valor al aumentar el nimero de voliimenes calculados, que en este caso fue 100.

Se puede concluir que el método de Monte Carlo fue eficaz para aproximar el valor del volumen



de la Figura 1. Sin embargo, para obtener una mayor precisién, el error asociado disminuye x 1/4/n,
por lo que si se utiliza un n 10 veces mayor, el error serd tnicamente 1/1/10 veces el anterior. Esto
requiere mucho poder computacional, y a veces puede no ser efectivo.

2. Problema 2: Algoritmo de Metroépolis

2.1. Introduccion

Esta parte de la tarea pretende obtener datos de una muestra aleatoria de una distribucién de
probabilidad dada, utilizando el algoritmo de Metrépolis. Para esto, se tiene una distribucién de
probabilidad de densidad

W(z) =z le P (3)

El algoritmo de Metrépolis toma puntos de una distribucién aleatoria propuesta, y los acepta
como parte de la muestra si W(x,) > W(z,) - U(0,1), con U(0,1) distribucién aleatoria uniforme
entre 0 y 1. Los puntos aceptados se consideran para la siguiente iteracién del algoritmo, y los
rechazados no afectan a la iteracion.

Esta forma del algoritmo considera un x( arbitrario, una distribucién propuesta x, = , +0 -7,
con r = U(—1,1). Ademas, se tiene o = 2.153, = 1.153 y se estimé 6 = 3 como un valor que
aceptaba el 50 % de los valores.

2.2. Desarrollo

Primero, se define la funciéon W (z) tal que, para evitar errores, tenga un dominio en los reales.
Para esto, la funcién W toma los valores menores que 0 y los convierte a 0. Esto no varia la distri-
bucién, pues W (0) = 0, pero evita errores en el algoritmo. Ademds, al igual que la Parte anterior,
se utiliz6 numba.njit para acelerar y optimizar el tiempo de compilacién.

Luego, se obtuvo una serie de 100 histogramas con distintas compilaciones de 1 algoritmo de
Metrépolis para cada xg. Se escogié cada xg de una distribucién uniforme U(0,2), de tal manera
que su media de valores sea 1, el maximo de la distribucién W (x). Para cada xg, se utiliz6 el algo-
ritmo de Metrépolis con una semilla numpy.random. seed distinta, y se obtuvo un histograma con
la distribucién de los z,,, n < 105. Todos los histogramas contenian los mismos bins o limites.

Posteriormente, se calcul6 el promedio y desviacion estandar de cada barra del histograma, con
el fin de conseguir un histograma promedio y una desviacién estandar para cada uno de los bins.

La Figura 4 muestra la distribuciéon discreta obtenida por el algoritmo de Metrépolis, prome-
diando 100 valores para cada bin. El error asociado es bastante pequefio, y decrece conforme se
aumenta el n méximo.
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Figura 4: Histograma promedio de las variables aleatorias junto a W (x) normalizado.

2.3. Discusién y Conclusiones

Finalmente, se puede concluir que el algoritmo de Metropolis es capaz de aproximar una dis-
tribucién de densidad aleatoria de forma eficaz, escogiendo puntos a partir de otra distribucién
propuesta. Si bien para valores pequenos de n el zg puede afectar la distribuciéon final, al aumentar-
lo los z,, van .e“contrando"su camino hasta los puntos mas densos de la distribucién de probabilidad,
generando puntos de forma efectiva.

Los algoritmos de Monte Carlo o de Metrépolis son efectivos a la hora de aproximar funciones de
densidad de muestreo dificil, o volimenes multidimensionales complicados o imposibles de calcular
de forma analitica.
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